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RESUMEN

En el presente articulo, en primera instancia se desarrolla el fundamento tedrico e
implementaciéon de algunas técnicas de machine learning (Aprendizaje Automatico),
aplicadas a la clasificacion de imagenes satelitales, el area estudio encuentra ubicado en
la region de la amazonia peruana, fundamentalmente por el interés en abordar alguna
problematica sobre la deforestacion, cambios de cobertura, cambio climatico, etc. La
metodologia general se basa en los procesos para la implementacion de algoritmos de
machine learning, se realizd un preprocesamiento previo con software QGIS para la
descarga y correccion atmosférica, y los algoritmos se implementaron en entornos de
desarrollo (IDE) como anaconda, jupyter notebook y el lenguaje de programacion Python
3.0. Los resultados de clasificacién basada en pixeles y no supervisada kmeans, no
garantiza una clasificacion robusta y tiene limitaciones en la clasificacion de coberturas
en imagenes satelitales ya que las firmas espectrales de cada pixel tienen una resolucién
espacial de 30m para imagenes Landsat, sin embargo, la clasificacion supervisada, el
algoritmo SVM vy naive bayes presentaron mejor precision de 0.909 en comparacion con
el algoritmo de arbol de decision 0.864, considerando los pocos datos de entrenamiento

y validacion del modelo de clasificacion de coberturas.

Palabras clave: algoritmos de clasificacion; kmeans; imagenes satelitales; teledeteccion,

aprendizaje no supervisado; aprendizaje supervisado.

Ciencia Latina Revista Cientifica Multidisciplinar, Ciudad de México, México.
ISN 2707-2207 / ISSN 2707-2215 (en linea), enero- febrero, 2022, VVolumen 6, Nimero 1.

https://doi.org/10.37811/cl_rcm.v6il.1843 p 4946



https://doi.org/10.37811/cl_rcm.v6i1.1843
mailto:nilton.chucos@unas.edu.pe
https://orcid.org/0000-0001-5596-4454
https://orcid.org/0000-0001-5596-4454
mailto:edwin.vega@unas.edu.pe
https://orcid.org/0000-0002-3628-9016

Evaluacion de algoritmos...

Evaluation of machine learning algorithms in the classification of

multispectral satellite images, case: Peruvian Amazon

ABSTRACT

In this article, in the first instance, the theoretical foundation and implementation of some
machine learning techniques are developed (Automatic Learning), applied to the
classification of satellite images, the study area is located in the Peruvian Amazon region,
mainly due to the interest in tackling some problem about deforestation, changes in
coverage, climate change, etc. The general methodology is based on the processes for the
implementation of machine learning algorithms, a previous preprocessing was carried out
with QGIS software for downloading and atmospheric correction, and the algorithms
were implemented in development environments (IDE) such as anaconda, jupyter
notebook and the Python 3.0 programming language. The results of classification based
on pixels and unsupervised kmeans, do not guarantee a robust classification and have
limitations in the classification of coverage in satellite images since the spectral signatures
of each pixel have a spatial resolution of 30m for Landsat images, however, the
supervised classification, the SVM algorithm and naive bayes presented better precision
of 0.909 compared to the decision tree algorithm 0.864, considering the few training and
validation data of the coverage classification model.

Keywords: classification algorithms; kmeans; satellite images; remote sensing;

unsupervised learning; supervised learning.
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I. INTRODUCCION

La teledeteccion y la Inteligencia artificial en los Gltimos afios estdn desarrollando
técnicas para el procesamiento de imagenes satelitales y su interpretacion en diferentes
ambitos como el estudio de coberturas, la agricultura de precisiéon, problemas
ambientales. Esto también es posible con el uso de tecnologias y procesadores de
algoritmos de machine learning con eficiencia computacional y el acceso a datos
accesibles de plataformas satelitales como Landsat y Sentinel para fines de investigacion.

La clasificacion de coberturas basadas en pixeles también esta evolucionando, ya que
actualmente se dispone de datos y resoluciones espaciales que permiten una mejor
capacidad de que los algoritmos clasifiquen y utilizan en su etapa de entrenamiento datos
digitales que puedan ser segmentados y/o clasificados de tal manera que se automatice la
clasificacion de firmas espectrales y se plasme en la interpretacion de diferentes tipos de
coberturas terrestres en diversas areas de la ingenieria. Ademas los avances tecnoldgicos
y la ciencia van unidos de la mano y por ello, el uso de la Teledeteccion y la aplicacion
de herramientas de inteligencia artificial estan permitiendo la aplicacion de técnicas de
agricultura de precision y analisis de coberturas (Utiltech, 2018).

En el presente estudio se utiliza iméagenes satelitales Landsat 8, y se realiza una
clasificacion basada en pixeles, que contienen datos digitales de la firma espectral,
aplicando técnicas de machine Lear Ning no supervisado como el algoritmo de Kmeans
y ademas de aprendizaje supervisado basado en que los datos se encuentren etiquetados
previo al entrenamiento. Las técnicas supervisadas mas empleadas e la clasificacion e
imagenes han sido el arbol de decisiéon, las redes neuronales y las méaquinas de vectores
de soporte(Leiva et al., 2019).
Il. PLANTEAMIENTO DEL PROBLEMA

Las imagenes obtenidas por satélites Landsat y Sentinel, tienen aplicaciones muy diversas
en distintas areas de conocimiento: ciencias ambientales, agricultura de precision,
teledeteccion, Hidrografia y muchos més, sin embargo los algoritmos de clasificacion con
los que se optimiza la clasificacion basada en pixeles tienen limitaciones dependiendo del
tipo de datos y arquitecturas ademas de los hiperparametros (Ramirez et al., 2020) a
configurar en los algoritmos implementados, de tal manera que se pueda mejorar la
precision en la clasificacion y ser mas eficientes computacionalmente ya que la cantidad

de datos en iméagenes satelitales implica un costo computacional para el procesamiento.
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Las aplicaciones de DL en iméagenes de sensores remotos son diferentes de en

comparacion con las imagenes naturales, las imagenes obtenidas por teledeteccion suelen

tener patrones mas complicados y diversos, asi como una informacion espacial, temporal

y espectral mas rica que se puede utilizar, por lo que se imponen mayores requisitos a los

métodos de procesamiento de las imégenes obtenidas por teledeteccion(Yuan et al.,

2020). En ese sentido se plantea el objetivo siguiente:

A. Objetivo General

= Desarrollar un modelo de Machine Learning para clasificacion de  imagenes
satelitales en la amazonia peruana.

B. Objetivos Especificos

= Evaluar y Adquirir imagenes satelitales Landsat 8 o Sentinel para su
preprocesamiento considerado el area de interés en estudio.

= Realizar un preprocesamiento de las bandas espectrales y normalizacion de las
imagenes representados en los datos de reflectancia en cada pixel.

= Realizar el entrenamiento del modelo de clasificacion, configurando en el entorno de
Python en Jupyter Notebook, evaluar la precision de los modelos en cada caso de
clasificacion.

I1l. BASES TEORICAS

A. Resoluciones de las Imagenes de Satélite

Una imagen de satélite se caracteriza por las siguientes modalidades de resolucién:

1) Resolucion espacial:

Esta determinada por el tamafio de pixel, el cual designa al objeto méas pequefio que se

puede distinguir en la imagen, medido en metros sobre el terreno, esto depende de la

altura del sensor con respecto a la Tierra, el &ngulo de vision, la velocidad de escaneado

y las caracteristicas Opticas del sensor (Teledeteccion e Inteligencia Artificial Para

Incrementar Los Beneficios de Tu Explotacion Agricola Siendo Méas Respetuoso Con El

Medio Ambiente - Hispaviacion, n.d.).

Por ejemplo, las imagenes Landsat TM, tienen una resolucion espacial de 30x30 m en las

bandas 1,2,3,4,5y 7 yde 120x120men la 6 (térmica), Por otro lado segun investigaciones

revisadasse puede concluir que el nivel de detalle de las imagenes satelitales del sensor

MSI es central para mejorar el analisis de mayor escala en las imagenes(Picone, 2017).
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Figura 1 Resolucion espacial — Landsat 8
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La resolucion espectral indica el nimero y ancho de las bandas en las que el sensor puede

2) Resolucion espectral:

captar radiacion electromagnética(Chuvieco, 1990). Por ejemplo, SPOT tiene una
resolucion espectral de 3, Landsat de 7. Los nuevos sensores, llamados también
espectrometros o hiperespectrales llegan a tener hasta 256 canales con un ancho de banda
muy estrecho (unos pocos nm) para poder separar de forma precisa distintos objetos por
su comportamiento espectral(Ingeoexpert, 2019).

3) Resolucién radiométrica:

Resolucién o sensibilidad radiométrica hace referencia al namero de niveles digitales
utilizados para expresar los datos recogidos por el sensor. En general, cuando mayor es
el nimero de niveles mayor es el detalle con que se podré expresar dicha informacion
Se la llama a veces también resolucion dinamica, y se refiere a la cantidad de niveles de
gris en que se divide la radiacion recibida para ser almacenada y procesada
posteriormente.

4) Resolucién temporal:

Es la frecuencia de paso del satélite por un mismo punto de la superficie terrestre. Es
decir, cada cuanto tiempo pasa el satélite por la misma zona de la Tierra. Este tipo de
resolucion depende basicamente de las caracteristicas de la érbita.

El ciclo de repeticién de los Landsat-1 al Landsat -3 era de 17 dias. A partir del Landsat
4 en 1984 el ciclo de repeticion se redujo a 15 dias. SPOT permite un ciclo de repeticion
de entre 3 y 26 dias(Cenice, 2017).
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B. Firmas Espectrales — Reflectancia

Las firmas espectrales muestran la variacion de la radiacion reflejada por los objetos en
funcién de la longitud de onda. Este comportamiento fisico puede ser tenido en cuenta en
los andlisis multiespectrales para reconocer elementos particulares en las imagenes
aéreas. Los 0jos de los seres humanos se pueden consi- derar como sensores remotos ya
que detectan la luz reflejada por los objetos de nuestro entorno. Sin embargo, la vision
humana sélo es capaz de percibir una pequefia parte del espectro electro- magnético, el
visible(Garcia et al., 2012). La luz visible es sélo una de las muchas formas de radiacién
electromagnética que existen. Asi, las ondas de radio, el calor, los rayos ultravioleta o los
rayos X son otras formas comunes. En tele- deteccion, lo normal es caracterizar a las
ondas electromagnéticas por su longitud de onda en mi- crometros (um, 10 m) o
nanometros (nm, 10 m),-6 -9es decir, por la posicién que ocupan dentro del espectro
electromagnético(Garcia et al., 2012).

Diferentes tipos de superficies, como el agua, la tierra desnuda o la vegetacion, reflejan
la radiacion de manera distinta en varios canales. La radiacion reflejada en funcion de la
longitud de onda se llama firma espectral de la superficie. (i.e. pixel) tiene un valor
discreto en unidades de Digital Number (NASA, 2013). - firma espectral (reflectancia,
longitud de onda) Interpreta: cuerpos de agua, vegetacion, suelo, etc

Esto nos permitira categorizar los diversos pixeles o firma espectral en clases asociadas
de acuerdo con su mayor semejanza:

Clases generales para el presente estudio con Aprendizaje supervisado:

» Bosque

= Cultivos o Agricultura

= Areaurbana

= Cuerpos de agua.

De cara a la identificacion de objetos y procesos en la superficie terrestre, o que nos
interesa es la reflectividad de estos objetos respecto a las diferentes longitudes de onda.
Cada tipo de material, suelo, vegetacion, agua, etc. reflejard la radiacién incidente de
forma diferente lo que permitira distinguirlo de los demas si medimos la radiacién
reflejada, Resulta asi facil por ejemplo distinguir entre suelo y vegetacion, e incluso entre
diferentes tipos de suelo o diferentes tipos de vegetacion.
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Figura 2 Respuestas espectrales
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C. Bandas Espectrales Landsat 8

Landsat 8 es un satélite de observacion terrestre estadounidense lanzado el 11 de febrero
de 2013. Es el octavo y mas reciente satélite del proyecto Landsat operado por la NASA
y el Servicio Geoldgico de los Estados Unidos (USGS) desde 1972. 1

El satélite Landsat 8 transporta dos instrumentos OLI y TIRS, que corresponden a las
siglas en inglés para Operational Land Imager (OLI) y Thermal Infrared Sensor (TIRS).
El sensor OLI provee acceso a nueve bandas espectrales que cubren el espectro desde los
0.433 pm a los 1.390 um, mientras que TIRS registra de 10.30pum a 12.50pm. Los dos
sensores transportados por el satélite completan 11 bandas espectrales como se muestra:

Tabla 1- Bandas espectrales-Landsat8.

Bandas Longitud de Onda Resolucién(m)

Banda 1 -Aerosol Costero 0.43- 0.45 30
Banda 2 -Azul 0.452 -0.512 30
Banda 3 -Verde 0.533-0.590 30
Banda 4 -Rojo 0.636 - 0.673 30
Banda 5 — Infrarojo 0.851 - 0.879 30
cercano NIR

Banda 6 Infrarojo onda 1566 - 1.651 30
cortal

Banda 7 - Infrarojo onda 2107 - 2.294 30
corta 2

Banda 8 — Pancromatica 0.503-0.676 15
Banda 9 - Cirrus 1.363 - 1.384 30
Banda1l0-TIR 1 10.60 - 11.19 100
Banda 11 - TIR2 11.50-12.51 100
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RGB. Esta combinacion suele llamarse “color natural” pues involucra a las tres bandas
visibles y se le asigna a cada una de ellas su verdadero color, resultando una combinacion
que se aproxima a los colores naturales de la escena. Podemos generarla utilizando la
combinacion de bandas 4,3,2 en Landsat 8 y 4,3,2 en Sentinel 2.

D. Algoritmos de Machine Learning

La clasificacion de aprendizaje automético se ha convertido en un foco principal de la
teledeteccion. Los algoritmos de aprendizaje automatico generalmente son capaces de
modelar complejas firmas de clase, pueden aceptar una variedad de datos de prediccion
de entrada, y no hacen suposiciones sobre la distribucion de datos, no son paramétricas.
Una amplia gama de estudios generalmente ha encontrado que estos métodos tienden a
producir una mayor precisiobn en comparacion con clasificadores paramétricos
tradicionales, especialmente para datos complejos con un espacio de caracteristicas de
alta dimension, es decir, muchas variables de prediccion. Los enfoques de aprendizaje
automatico han llegado a ser ampliamente aceptados, como lo demuestra su uso en el
mapeo de la cobertura terrestre. A pesar de la creciente aceptacion de los clasificadores
de aprendizaje automatico, parece que los métodos paramétricos todavia se usan
comunmente en los articulos de aplicacién y siguen siendo uno de los principales
estandares para los experimentos de clasificacion de evaluacion comparativa. Por
ejemplo, encontraron que el clasificador paramétrico de maxima verosimilitud (ML) era
el método mas utilizado, empleado en el 32% de los articulos, aungque los métodos de
aprendizaje automatico se encontraron rutinariamente con precisiones notablemente méas
altas que ML.

Hay una amplia gama de articulos que han investigado el aprendizaje automatico en
teledeteccidn, esto incluye una serie de excelentes articulos de revisién para métodos
especificos, como la revision de Mountrakis de maquinas de vectores de soporte (SVM),
y el articulo de sobre Bosques Aleatorios (RF), asi como articulos que revisan el proceso
de clasificacion y sus complejidades.

E. Aprendizaje NO Supervisado

Para una imagen satelital dada, si falta informacion de referencia sobre el terreno, se
pueden aplicar técnicas no supervisadas para clasificar la imagen de satélite en distintas
regiones de cobertura terrestre. En técnicas no supervisadas, los conjuntos de datos sin

conocimiento previo de las etiquetas se subdividen en grupos o clusteres basados en
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algunos atributos, y el analista los compara con las clases de informacion. El
conocimiento extraido del conjunto de datos tiene la forma de centros de clUster 6ptimos.
El objetivo principal es garantizar que las distancias entre las distancias intra-clusters sean
minimas y que las distancias entre los inter-clusters sean maximas.

1) Algoritmo Kmeans

Un método no paramétrico popular es k-means. La funcion objetivo de k-means es la
suma del error al cuadrado, que debe minimizarse. De hecho, el algoritmo k-means es una
técnica parametrica en el sentido de que el nimero de clusters se conoce a priori

(Senthilnath et al., 2015).
K K

JE) =D > llzi—el’

k=1 Tyec;

Donde, la distancia métrica en el espacio euclidiano, Ck es el centro en la mayoria de las
aplicaciones, se minimiza directamente la funcién objetivo anterior para obtener los

centros del cluster en la agrupacion k-means .

IV. METODOLOGIA DE CLASIFICACION CON MACHINE LEARNING
A. Area de Estudio de la clasificacion
La region sobre la cual se desea hacer un andlisis de los algoritmos anteriormente
descritos corresponde a la zona de la selva peruana alrededores de la provincia de coronel
Portillo, Departamento de Ucayali— Peru (Figura 3). Esta es un segmento de una escena
LANDSAT 7 ETM+ composicion de 11 bandas ) con una extension de 225 Km2
(500*500 pixeles).

Figura 3. Area de Estudio — Pucallpa -.Per(
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Se escogio esta zona ya que se pretende realizar una clasificacion inicial con un algoritmo
no supervisado que permita discriminar zonas urbanas, cultivos, cuerpos de agua y
bosque. El cual se puede observar en las imagenes adquiridas. Ademas, posterior estudio
en el cual se puede abordar problematicas de deforestacion, mineria ilegal, contaminacién
ambiental.

Figura 4. Area especifica — Pucallpa -.Per

Fuente: Landsat LC08_L1TP_006066 20170722 20170728 01 T1

Para la descarga de la imagen a procesar se utilizo la plataforma Google Earth Enginering,
en la que se realiz6 una busqueda con los criterios de coordenadas lat. -8.4072 y Lon. -
74.5093. Sensor Landsat 8 OLI/TIRS C! Level-1, porcentaje de nubosidad menor de 20%,
ademas se dispone de su metadata, en el cual se tiene informacién sobre el tamafio en
superficie, latitud y longitud méxima y minima, radiancia maxima por cada banda,
reflectancia maxima y minima por banda, sistema de georreferenciacion WGS84, y
demés datos e las 11 bandas.

B. Proceso de Clasificacion con Machine Learning

La metodologia aplicada en el presente estudio se observa en la Fig 4. El cual consistio
en utilizar como datos de entrada 3 colecciones imagenes satelitales Landsat 8 procesadas
sobre la plataforma de Google Earth Engine (GEE) y Jupyter Notebook en donde se
aplica la correccidn atmosférica y topografica para la eliminacion de nubes y sombras,
ademas de calcular el NDVI para cada imagen, clasificar las coberturas, y posteriormente
evaluar el mapa resultante, para el presente estudio no fue posible y se analizo las
imagenes seleccionadas e el cual las correcciones mencionadas no interfieran en la

clasificacion no supervisada.
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Figura 4 . Proceso de clasificacion -Etapas
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Fuente: https://ingeoexpert.com
Google Earth Engine es una herramienta de procesamiento de datos desarrollada por
Google, y en la actualidad es una de las méas robustas e importantes, gracias a la velocidad
en los procesos, la cantidad de datos disponibles y a los mecanismos de andlisis de datos
espaciales.
C. Representacion de datos de Clasificacion
El modelo inicial es la que se representa las dimensiones como los datos de las firmas
espectrales en cada una de las bandas (8), el cual seran representados en arreglos o
matrices con datos para cada banda entonces las variables predictoras son las bandas, la
variable a predecir las clases estan definidas son 4 segun la imagen procesada los mismos
gue no son etiquetadas.
Figura 5: Distribucion de los pixels ((b1,b2....bn)

B .
2 - ilases
B
C
81 ° O (2257)
E Bl
-3
o g0
- i o
w [
avel
| T T T T
0 20 0 60 80 [esl

Ve

Ciencia Latina Revista Cientifica Multidisciplinar, Ciudad de México, México.
ISN 2707-2207 / ISSN 2707-2215 (en linea), enero- febrero, 2022, Volumen 6, Nimero 1.

https://doi.org/10.37811/cl_rcm.v6i1.1843 p 4956



https://doi.org/10.37811/cl_rcm.v6i1.1843

Evaluacion de algoritmos...

D. Entorno de Desarrollo del Modelo de Machine Learning

En cada etapa del proceso de clasificacion, se utilizo entorno de desarrollo y de
programacion, en primer lugar, en la etapa de adquisicion la plataforma Earth Engine que
mediante una suscripcion permite acceder a codigo Python(Varo et al., 2014) para el
procesamiento y adquisicion de meta data de la imagen satelital. Posteriormente para la
visualizacion y seleccion de bandas se utilizé el entorno de Anaconda y Jupiter Notebook,
en el cual se realizo la normalizacion de datos y ploteo de las diferentes bandas (11) y
combinacion para el analisis de la imagen satelital previo a la clasificacion con algoritmos
de machine learning.

También se utilizd software especializad de sistemas de Informacién Geografica (GIS)
como QGIS y GRASSGIS para la etapa de analisis de datos espectrales, para generar un
satck de bandas y la visualizacion de resultados de clasificacion de los algoritmos
aplicados.

E. Visualizacion y Preprocesamiento

Inicialmente se analiza las bandas (11) de la imagen, y podemos realizar la visualizacién
RGB con los canales rojo, verde y azul. Y con el inspector podemos visualizar los datos
de las firmas espectrales en cualquier pixel de la imagen como se muestra en la figura 6.

Figura 6. Area especifica — Pucallpa -. Pert — GRASS GIS

También es posible realizar el célculo de los indices espectrales como NDVI indice de
vegetacion, esto con el fin de definir y analizar las clases que podemos inferir en la
clasificacion con algoritmos de machine learning, se realiz6 un corte del area de interés
con las librerias utilizadas, considerando las clases que intervienen: Bosques, Urbano,
Agricola y cuerpos de agua., ademas se normalizo los datos mediante el proceso en
Python para efectos de mejorar los sobreajustes que pueda generar el modelo con los

datos atipicos.
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V. RESULTADOS

A. Aprendizaje No supervisado

Para una imagen satelital dada, si falta informacion de referencia sobre el terreno, se
pueden aplicar técnicas no supervisadas para clasificar la imagen de satélite en distintas
regiones de cobertura terrestre.

Ploteo de la Imagen en RGB.

Se procedio a la visualizacion del area de estudio en Jupyter notebook, para lo cual se
utilizo las librerias pandas, gdal, y numpy basicamente y para el ploteo matplotlib, luego
se se creo un raster en un arreglo donde estan los datos de las firmas espectrales.

Se normaliza a valores entre 0 y 1, ademas se aplica para las 6 bandas seleccionadas y el

RGB se realiza un stack entre las bandas 4, 5 y 6 para su ploteo como vemos en la Figura?.

Clasificacion con Algoritmo Kmeans

Se realizo la clasificacion con la libreria rasterio y sklearn.cluster Kmeans, para lo
cual se paso el método fit siguiente:

kmeans = KMeans(n_clusters=4) # max iter=388 (por defecto)
kmeans.fit(mat)

print(kmeans.predict(datos))

Previo analisis se realizo pruebas para K=3,4,5, analizando resultados en base a las
clases definidas en la etapa previa, se define k=4 la que mejor clasificacion dispone en
base a la revision bibliografica de tal manera que el algortimo no se sobreajuste.
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Figura 8. Clasificacion No Superwsada con K=4 - Clases

Es necesario la interpretacion experticia para valorar la clasificacion ya que no se dispone
datos de entrenamiento y validacion para calcular la precision del modelo Kmeans.

El algoritmo de K-means para la clasificacion de imagenes destaca por la sencillez y
velocidad de su algoritmo, sin embargo, presenta una serie de limitaciones entre las cuales
requiere que se indique de antemano el nimero de clisteres que se van a crear. Una de
las dificultades de este método es que no es tan autoorganizado ya que se deben definir
parametros basado en la experiencia como numero de agrupaciones deseadas
“K”(Gutierrez et al., 2005). Se han desarrollado varias estrategias para ayudar a
identificar potenciales valores Optimos de K como el método del codo de manera
orientativa y sujeto a prueba y error.

B. Aprendizaje Supervisado

En técnicas supervisadas, se utilizan muestras representativas de diferentes tipos de
interés de cobertura superficial (denominadas muestras de entrenamiento). La
informacion numérica en todas las bandas espectrales para los pixeles que comprenden
estas muestras se usa para “"entrenar" a la computadora para reconocer muestras
espectralmente similares para cada clase. Cada pixel de la imagen se compara con estas
firmas y se etiqueta como la clase a la que méas se "parece" en términos de
distancias(Bundle & Rosebrock, 2017) Entre las diversas técnicas supervisadas, las redes
neuronales artificiales(Negnevitsky, 2005) se han utilizado ampliamente para la
clasificacion de iméagenes y, en algunos casos, han superado a los clasificadores
estadisticos. Entre los clasificadores supervisados tenemos a support vector
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machine(Support Vector Machines)(Haykin, 2009), decision tree, random forest, bayes,

neural networks, entre otros.

Para el Para el estudio se utilizo un stack de imagenes satelitales ya procesadas, en el cual

se tienen etiquetadas las clases.

= Cuerpos de Agua,-Cultivos,Urbano,Bosques

Los datos utilizados para el entrenamiento y pruebas del modelo, consiste en una imagen

vectorial shape que esta etiquetada en 4 clases, con un total de 110 puntos evaluados y

procesados en QGIS, antes de su implementacion con Python

1) SVM - Support Vector Machine

2) SVM realiza la clasificacibn mediante la construccion de un hiperplano N-
dimensional EI hiperplano deseado es también la bisectriz de la linea entre los puntos

mas cercanos

Figura 9. Clasificacion Aprendizaje Supervisado

4 Water —
4 Cropland
N Urban
4 Forest _
.

Segun los resultados en las pruebas, el algoritmo tiene una precision de 0.909, es un nivel
aceptable, pero es necesario mas datos de entrenamiento para su generalizacion en el
mapa.

1) Arbol de decision — Decission Tree

Se procedid a utilizar las librerias de sklearn, y se invocé al método fit instanciado con

las variables de entrenamiento.

from sklearn.tree import DecisionTreeClassifier as DT

instancia dt.fit(Xtrain, ytrain)
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Segun los resultados en las pruebas, el algoritmo tiene una precisién de 0864, es un nivel
aceptable, pero es necesario méas datos de entrenamiento para su generalizacion en el
mapa.

2) Naive bayes— Clasificador de Bayes

De igual manera se procedié a utilizar las librerias de sklearn, y se invoc6 al método fit

instanciado con las variables de entrenamiento.

from sklearn.naive bayes import GaussianMNB as GNB

instancia _nb = GNB()
instancia_nb.fit(Xtrain, ytrain)

Segun los resultados en las pruebas, el algoritmo tiene una precision de 0.909, similar al

algoritmo SVM.

Para todos los algoritmos el calculo del nivel de precision se determind a través una matriz

de confusion de los datos predichos con los datos de prueba (22 datos).

VI. CONCLUSIONES

La informacidn espectral contenida en los pixeles no es suficiente en la mayoria de los

casos. La combinacidn con otras fuentes de datos puede mejorar las clasificaciones

Las imagenes satelitales requieren un preprocesamiento de correcciones radiométricas y/

atmosféricas previo a la clasificacion con algoritmos de Machine Learning.

La Clasificacion No Supervisada Kmeans, no garantiza una clasificacién Robusta y tiene

limitaciones en la aplicacion de Iméagenes satelitales, esto debido a la asignacion inicial

aleatoria de centroides, outlliers y los recursos utilizados en el entrenamiento del modelo.

En la clasificacion Supervisada, el algoritmo SVM y Naive Bayes presentaron mejor

precision de 0.909 en comparacion con el algoritmo de arbol de decision 0.864,

considerando los pocos datos e entrenamiento y validacién del modelo de clasificacion.

En base a la revision bibliogréfica, el clasificador méaxima probabilidad y las redes

neuronales convolucionales y SVM son los clasificadores més procesamiento de

Iméagenes Satelitales y la teledeteccion.
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